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Resumo:

Ambientes urbanos representam uma das areas mais desafiadoras do sensoriamento remoto devido
a grande diversidade encontrada nos materiais presentes na sua superficie. O uso de imagens com
alta resolucdo espacial e alta resolucdo espectral surge como uma alternativa para aplicacdes
urbanas, pois a combinacdo destas duas caracteristicas permite uma melhor deteccdo e
discriminacdo de alvos. O presente trabalho tem um duplo objetivo: i) avaliar dois conjuntos de
dados na classificacdo fina de alvos urbanos para dois niveis de legenda (com 11 e 38 classes de
cobertura do solo): um deles composto exclusivamente por uma imagem orbital multiespectral
(WV-2) e o outro conjunto composto exclusivamente por uma imagem aerotransportada
hiperespectral (SpecTIR), ii) bem como testar o desempenho de dois métodos diferentes de
classificacdo de imagens, Arvore de Decisdo C4.5 e Floresta Randémica (Random Forest), para
ambos os niveis de legenda. Oito experimentos de classificagdo foram realizados para atender a
tais objetivos de investigar a eficacia dos sensores e dos métodos em dois niveis de detalhamento.
Foram obtidas classificagdes de elevada acuracia. Demonstrou-se para todos os niveis de
detalhamento e métodos que as classificagdes obtidas com dados do sensor SpecTIR apresentaram
resultados significantemente superiores aos das classificagdes com dados do sensor WV-2,

Palavras-chave: WorldView-2, ProSpecTIR V-S, Classificagdo de Cobertura do Solo Urbano,

Métodos Ndo Paramétricos.
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Abstract:

Urban environments represent one of the most challenging areas for remote sensing analyses due
to the great diversity of land cover materials found in their surface. The fusion of high spatial and
high spectral resolution images arise as an alternative for urban applications, for the combination
of these two characteristics allows better detection and discrimination of urban targets. The present
work has a twofold objective: i) evaluate two datasets for the fine classification of urban targets at
two levels of legend (with 11 and 38 land cover classes): one of them exclusively consisting of an
orbital multispectral image (WV-2) and another one exclusively comprising an airborne
hyperspectral image (SpecTIR), ii) as well as assess the performance of two different image
classification methods, C4.5 Decision Tree and Random Forest, for both levels of legend. Eight
classification experiments were executed to meet such objectives of investigating the efficacy of
sensors and classification methods for the concerned two levels of detailing. The obtained
classifications attained high accuracy. For all adopted levels of legend and methods, it was
demonstrated that the classifications using SpecTIR data presented results significantly superior
to those obtained with the WV-2 data.

Keywords: WorldView-2, ProSpecTIR V-S, Urban Land Cover Classification, Non-parametric
Methods.

1. Introducéo

Os materiais presentes no ambiente urbano apresentam alta diversidade espacial e espectral, pois
incluem uma ampla gama de telhados, vias, calcadas, submetidos a intemperismo e de diversas
idades, qualidades e composi¢Bes quimicas, entre outros aspectos. De acordo com Herold et al.
(2003), os ambientes urbanos representam uma das mais desafiadoras areas de andlise para o
sensoriamento remoto, pois sua diversidade espectral excede aquela encontrada nos ambientes
naturais.

De acordo com Jensen (2009), quando se extrai informacéo urbana a partir de sensores remotos,
geralmente é mais importante ter elevada resolucéo espacial do que resolucdo espectral. Ja para
Taherzadeh et al. (2012), no entanto, o sensoriamento remoto hiperespectral tem um papel
essencial de aplicacdo para a analise de cenas urbanas complexas.

E impossivel pensar na identificagio de alvos urbanos com um sensor de baixa resolugéo espacial;
entretanto, mesmo com o uso de imagens de alta resolucdo espacial, materiais com
comportamentos espectrais semelhantes podem ser confundidos, uma vez que 0s sensores
multiespectrais tradicionais possuem amplos canais espectrais que acomodam faixas relativamente
extensas do espectro eletromagnético. Ja um sensor hiperespectral de alta resolucao espacial, cujas
bandas sdo mais estreitas, podera diferenciar os mesmos materiais e identifica-los corretamente.
Deste modo, quanto mais estreitos forem os canais espectrais, isto €, quanto melhor for a resolugéo
espectral do sensor, mais detalhes acerca do comportamento espectral dos alvos serdo extraidos, o
que possibilitard a diminuicdo consideravel de erros de classificacao.

Segundo Weber e O’Connell (2011), em certas aplicagdes, como, por exemplo, no mapeamento
de areas urbanas, a integracédo de alta resolucéo espacial e espectral é obrigatdria para atingir um
mapeamento suficientemente preciso com bons resultados na discriminacdo de alvos. Assim, o
quadro ideal para a identificacdo de alvos urbanos seria a combinacéo dessas duas caracteristicas,
0 que permitiria uma melhor deteccdo dos elementos que compdem o espaco urbano, sobretudo
com o auxilio de classificadores automaticos de Gltima geracéo.
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Porém, sabe-se que 0s sensores hiperespectrais apresentam um deliberado trade-off, em que a
resolucdo espacial é degradada em favor da melhora da resolucdo espectral (Manolakis et al.,
2003). Os sensores orbitais hiperespectrais ainda ndo possuem alta resolucdo espacial, e portanto,
tem crescido o uso de imagens hiperespectrais produzidas por sensores aerotransportados.

Os experimentos aqui relatados utilizam dois conjuntos de dados, sendo um deles formado por
imagens de um sensor multiespectral orbital de alta resolucdo espacial (WorldView-2 ou
simplesmente WV-2), e o outro formado por imagens de um sensor hiperespectral
aerotransportado, igualmente de alta resolucéo espacial (ProSpecTIR V-S, doravante denominado
somente como SpecTIR). Este artigo tem um duplo objetivo: i) avaliar dois conjuntos de dados na
classificacédo fina de alvos urbanos para dois niveis de legenda (com 11 e 38 classes de cobertura
do solo): um deles composto exclusivamente por uma imagem orbital multiespectral (WV-2) e o
outro conjunto composto exclusivamente por uma imagem aerotransportada hiperespectral
(SpecTIR), ii) bem como testar o desempenho de dois métodos diferentes de classificacdo de
imagens: Arvore de Decisdo C4.5 e Floresta Randdmica (Random Forest) para ambos 0s niveis
de legenda. Oito experimentos de classificagdo foram realizados para atender a tais objetivos de
investigar a eficacia dos sensores e dos métodos em dois niveis de detalhamento.

E mister reconhecer que o uso de imagens de alta resolucio espacial e espectral permite uma
variedade de aplicacBes que requerem identificacdo fina dos materiais presentes no ambiente
urbano. O presente trabalho pode ser aplicado na gestdo urbana, reduzindo o tempo e custo de
mapeamentos intraurbanos, assim como na identificacdo de materiais especificos de interesse
relacionados a salde publica, como, por exemplo, a identificacdo de telhas de cimento amianto,
ou outros materiais de interesse civil e militar.

2. Material e Métodos

2.1 Area de Estudo e Descricio das Imagens

A éarea de estudo corresponde a um transecto localizado no Campus da Universidade Estadual de
Campinas — UNICAMP, na cidade de Campinas - SP. Tal éarea foi escolhida devido a
disponibilidade de dados e a diversidade de alvos urbanos contidos no local. Outra questao
favoravel a escolha da area de estudo foi a facilidade de acesso para as visitas de campo. Tais
visitas foram realizadas em diferentes fases do trabalho e propiciaram a defini¢do das classes e a
afericdo da acurécia das classificacdes.

O sensor orbital WorldView-2 (WV-2), da Digital Globe, possui uma banda pancromaética e oito
bandas multiespectrais, que apresentam, respectivamente, 0,46 m e 1,84 m de resolucédo espacial
no nadir, sendo que, por questdes de defesa, a banda pancromatica foi reamostrada para 0,50 m.
As imagens sdo quantizadas em 11 bits. Além dos canais espectrais convencionais do azul (450-
510 nm), verde (510-580 nm), vermelho (630-690 nm), e infravermelho préximo (705-745 nm), o
sensor disponibiliza adicionalmente as bandas do azul costeiro (400-450 nm), amarelo (585-625
nm), vermelho limitrofe (705-745 nm) e infravermelho préximo 2 (860-1040 nm) (Digital Globe,
2010). As imagens WorldView-2 utilizadas no presente trabalho foram adquiridas em 21 de junho
de 2010 e 02 de julho de 2010. Com as duas cenas WV-2, elaborou-se o Modelo Digital de
Superficie usado no procedimento de ortorretificacdo da cena de 02 de julho de 2010, em virtude
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de a mesma apresentar a menor angulagdo off-nadir, correspondente a 6,75°, alem de 38,37° de
elevacdo solar e 0% de cobertura de nuvem.

O sensor hiperespectral aerotransportado ProSpecTIR V-S (SpecTIR) é um imageador que relne
357 bandas espectrais na regido espectral compreendida entre 0,4 e 2,5 um, com campo de visada
instantanea (instantaneous field of view - IFOV) de 1,31 mr, resolucdo espacial intercambiavel
entre 1 e 5 m, e uma resolucao espectral de 5 nm (Wright et al., 2012). O imageamento utilizado
para a atual pesquisa ocorreu em 17 de junho de 2010, com resolucéo espacial de 1 m.

2.2 Metodologia

A sequéncia metodoldgica deste trabalho é apresentada na Figura 1. O primeiro passo do pré-
processamento foi a conversdo dos dois conjuntos de imagens para uma mesma grandeza fisica, o
que permite a realizacdo de analises e comparagfes entre 0s mesmos.

Os dados SpecTIR foram obtidos na grandeza fisica de radiancia, ao passo que os dados WV-2
foram obtidos em valores de nivel de cinza. Desta forma, inicialmente converteram-se as imagens
WV-2 para radiancia, utilizando a ferramenta "Radiancia do WorldView" (WorldView Radiance)
do ENVI 4.8, e em seguida, as imagens dos dois conjuntos de dados foram transformadas para
reflectancia de superficie por meio da ferramenta "Analise Rapida de Linha de Visdo Atmosférica
de Hipercubos Espectrais” (Fast Line-of-sight Atmospheric Analysis of Spectral Hypercubes -
FLAASH) do mesmo software. A ferramenta realiza a correcdo atmosférica das cenas e apresenta
os dados resultantes na grandeza fisica de reflectancia de superficie. Tal procedimento é
necessario, tendo em vista que a atmosfera presente entre a superficie da Terra e 0 sensor €
composta por diferentes gases e particulas em suspensao, que afetam a qualidade da imagem. De
acordo com Andrade (2011), os efeitos de absorcdo por diferentes constituintes da atmosfera
solicitam especial atencdo quando do uso de sensores hiperespectrais, visto que adquirem dados
em bandas estreitas e contiguas.

Apos a correcdo atmosférica, as imagens WV-2 foram fusionadas utilizando o método Gram-
Schmidt, disponivel no ENVI 4.8, o qual simula a banda pancromatica a partir das bandas
multiespectrais. Uma transformacdo Gram-Schmidt é entdo aplicada a banda pancromatica
simulada e as bandas multiespectrais, em que a pancromatica simulada é empregada como a
primeira banda do conjunto resultante. Em seguida, essa primeira banda Gram-Schmidt é
substituida pela banda pancromaética de alta resolucdo, e uma transformacdo inversa € aplicada
para formar a imagem sintética de saida (Laben e Brower, 2000). Tal método foi escolhido por
ndo impor limite ao ndmero de bandas de entrada e também por apresentar alto grau de
similaridade espectral entre as bandas multiespectrais originais e as transformadas.

Posteriormente a fusdo das bandas WV-2, as 8 bandas resultantes possuem 0,5m de resolucéo
espacial. Os dados SpecTIR n&do necessitaram ser fusionados, visto que todas as 357 bandas
possuem a mesma resolugdo espacial (1 m). Desta forma, foi necessario reamostrar as bandas
SpecTIR para a mesma resolucéo espacial das imagens fusionadas WV-2. Tal procedimento foi
realizado com a ferramenta "Reprojetar” (Reproject) do ERDAS IMAGINE 9.0, utilizando o
método de reamostragem pelo vizinho mais proximo. A partir de ent&o, todos os dados utilizados
no presente trabalho possuem a resolucdo espacial de 0,5m.

Para a ortorretificacdo das duas cenas, foi utilizada a ferramenta de "Dispositivo de
Ortorretificagédo™ (OrthoEngine) do PCI Geomatics. Para tal finalidade, foram utilizadas duas
cenas WV-2 (21/06/2010 e 02/07/2010) com sobreposicao espacial, por meio das quais foi gerado
0 Modelo Digital de Superficie (MDS).
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As imagens utilizadas no presente trabalho foram registradas entre si (corregistradas) utilizando a
ferramenta de "Sincronizacdo Automatica” (AutoSync) do ERDAS IMAGINE 9.0. Este
procedimento teve o objetivo de gerar uma correspondéncia espacial entre as cenas, em vista da
geometria diferenciada entre a cena aerotransportada e a orbital.

Apos a ortorretificacdo, uma selecdo de bandas SpecTIR foi realizada. Tal procedimento visa
excluir as bandas visualmente compostas por ruidos. As imagens hiperespectrais possuem bandas
contiguas, logo, ndo trabalham exclusivamente nas janelas atmosféricas como nos sensores
multiespectrais. Sendo assim, ha bandas nos intervalos do espectro eletromagnético chamadas de
“bandas de absor¢do”, que ndo permitem o imageamento ¢ resultam em dados extremamente
ruidosos. Ademais, para se reduzir o custo computacional e 0 uso de espaco em disco, foi criada
uma “bad band list”, ou lista de bandas ruins, composta por 86 bandas situadas em faixas de
absorcéo, as quais foram excluidas dos procedimentos posteriores. Assim, a partir desse ponto,
todo o processamento de dados SpecTIR baseou-se em 271 bandas.

O proximo passo foi a extracdo de atributos, realizada com o objetivo de extrair informacdes do
conjunto de dados. Tais atributos sdo utilizados no processo de classificagdo, visto que 0s
classificadores trabalham como mineradores de dados, identificando, em meio a um amplo
conjunto de entrada, quais atributos sdo necessarios para determinar a separacao entre as classes.

O primeiro atributo gerado foi o0 Modelo Digital de Altura (MDA), que é obtido pela Equacéo 1.
O MDS € o Modelo Digital de Superficie, anteriormente obtido, e MDT é o Modelo Digital de
Terreno (MDT), gerado no software QGIS 2.8.3 por meio de uma interpolacdo entre pontos de
controle obtidos em campo.

MDA = MDS - MDT (1)

Foram gerados no software ENVI 4.8, tanto para os dados WV-2 quanto para os dados SpecTIR,
os atributos Componentes Principais (Principal Components Analysis - PCA), Fracdo de Ruido
Minima (Minimum Noise Fraction - MNF), indice de Vegetacdo por Diferenca Normalizada
(Normalized Difference Vegetation Index - NDVI), indice de Agua por Diferenca Normalizada
(Normalized Difference Water Index - NDWI), indice de Vegetacdo Ajustado pelo Solo (Soil-
adjusted Vegetation Index - SAVI), além de outras razdes de bandas apresentadas por Leonardi
(2010) para identificacdo de alvos urbanos.

Bol. Ciénc. Geod., sec. Artigos, Curitiba, v. 23, n22, p.371 - 388, abr - jun, 2017.


https://en.wikipedia.org/wiki/Normalized_Difference_Vegetation_Index
http://www.sciencedirect.com/science/article/pii/S0034425796000673
http://wiki.landscapetoolbox.org/doku.php/remote_sensing_methods:soil-adjusted_vegetation_index
http://wiki.landscapetoolbox.org/doku.php/remote_sensing_methods:soil-adjusted_vegetation_index

376 Analise do nivel...

/ Cena WorldView -2 / / Cena SpecTIR /

Radiancia

‘ A4
Corregdo ATM e Correcdo ATM e
Reflectincia de Sup Retlectancia de Sup

!
Fusdo

!

Ortorretificagao — Corregistro '+ Ortometificagao
4

Reamostragem

Espacial
X
Extracdo de Atributos Extragao de Atributos
l ]
Segmentacao Segmentagao
Multiresolucao Multiresolugio
Classificagao Classificagao Classificagao Classificagao
Cc45 Random Forest Cc45 Random Forest

Qualidade Qualidade

% P

Comparagio da Acuricla
entre as Classificagdes

| Avaliagdo da | ’ Avaliagdo da ‘

Figura 1: Procedimentos metodoldgicos realizados no presente trabalho.

O passo seguinte foi a realizacdo da segmentacdo multirresolucdo no eCognition 8.7, visando
particionar a imagem em segmentos, também chamados de objetos (Francisco e Almeida, 2012),
sendo que objetos pequenos podem ser adequadamente analisados em uma resolucdo mais fina, ao
passo que objetos maiores podem ser apropriadamente manipulados em uma resolugdo mais
grosseira (Leonardi et al., 2013). Apos a segmentacdo multirresolucéo, foi executado o ajuste por
diferenca espectral (spectral difference), também no eCognition 8.7. Este algoritmo é projetado
para refinar os resultados da segmentacdo, por meio da similaridade espectral entre os segmentos
vizinhos (Definiens, 2012).

A segmentacdo dos dados WV-2 foi realizada utilizando os seguintes parametros: Peso = 1 para
todas as bandas, Escala = 30, Forma = 0,8, Compacidade = 0,9 e Spectral Difference = 500. Ja a
cena SpecTIR foi segmentada utilizando Peso = 1 apenas para as bandas cujos centros coincidiam
ou se aproximavam do centro das oito bandas multiespectrais do WV-2, e Peso = 0 para as demais
bandas, Escala = 50, Forma = 0,8, Compacidade = 0,9 e Spectral Difference = 500. Considerando-
se que foram utilizadas para a segmentacéo da imagem do SpecTIR as bandas cujo comprimento
médio de onda equivalem ou mais se aproximam ao comprimento médio de onda das oito bandas
multiespectrais do WV-2, e considerando-se também que as bandas do SpecTIR ja haviam sido
submetidas a reamostragem por vizinho mais préximo, a fim de que sua resolucéao espacial (1,00
m) fosse coincidente com a resolu¢cdo do WV-2 (0,50 m), torna-se impossivel a plena
compatibilidade de segmentacdo entre ambas as imagens, isto €, 0os segmentos 6timos produzidos
para a segmentacdo da imagem SpecTIR ndo coincidem com aqueles produzidos para a
segmentacgdo da imagem WV-2.
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Apos a segmentacdo, 20 segmentos amostrais foram coletados, também no eCognition 8.7, para
todas as classes nos dois diferentes niveis de classificacdo abordados neste estudo. N&o foi possivel
coletar um nimero maior de amostras para as classes devido a pequena extensdo de algumas delas.
As amostras coletadas para cada uma das classes em ambos 0s niveis de detalhamento foram
exportadas no formato CSV (Comma Separated Values) e importadas pelo software livre WEKA
(Waikato Environment for Knowledge Analysis) na versdo 3.7, para serem utilizadas como dados
de entrada para a extracdo de atributos e classificacdo dos dados. As classes séo apresentadas no
Quadro 1, em que o Nivel 1 refere-se aquele de menor detalhamento, contendo 11 classes de
cobertura, e o Nivel 2 apresenta um alto grau de detalhamento da cena, apresentando 38 classes de
cobertura do solo urbano, correspondentes a presenca de materiais visualmente identificados em
campo.

Apds a coleta de amostras para todas as classes, foram aplicados os métodos de classificacao
Arvore de Decisdo C4.5 e Random Forest no software WEKA. Ha softwares gratuitos que
realizam classificacdo utilizando o C4.5 com base em segmentacdo, a exemplo do InteriIMAGE
(LVC, 2016) e GeoDMA (Korting et al., 2013). No entanto, eles sdo comparativamente limitados
guando comparados ao eCognition em relacdo a oferta de atributos, que € substancialmente menor
em ambos. Além disso, esses dois softwares apresentam restri¢des quanto a robustez para lidar
com grande numero de bandas de entrada, que é o caso deste trabalho, o qual opera com centenas
de bandas.

Segundo Han et al. (2012), os algoritmos de arvores de decisdo foram originalmente planejados
para classificacdo, no qual uma arvore de decisao é construida em uma estrutura de fluxograma
(ou diagrama de fluxo). Uma arvore de decisdo pode ser usada para classificar um caso (conjunto
de dados) a partir da raiz da arvore e movendo-se por ela, até que uma folha seja detectada. Em
cada no de decisdo (teste a ser realizado com um Unico atributo), o resultado do caso para o teste
no né é determinado, e a aten¢do se desloca para a raiz da subarvore correspondente a este resultado
(Quinlan, 2014). Assim, o resultado do classificador é encontrado por meio de uma sequéncia de
decisdes, em que um conjunto de regras é implementado, comecando do n6-raiz e finalizando no
no-terminal (folha), que representa a classe para a qual o objeto (segmento da imagem) foi
classificado (Tso; Mather, 2009). As arvores geradas neste trabalho para o Nivel 1, com 11 classes,
possuem em media 140 nds, enquanto as arvores geradas para o Nivel 2, com 38 classes, possuem
em média 180 nds. Dada a dimensionalidade das arvores geradas, torna-se impossivel a incluséo
das mesmas neste artigo, maiores informacdes sobre o tema em: Han et al. (2012).

O método C4.5 gerou duas arvores de decisdo para os dados WV-2 e mais duas para os dados
SpecTIR. As quatro arvores do método C4.5 foram implementadas manualmente no eCognition
8.7, gerando quatro classificacdes.

O método Random Forest é uma técnica de classificacdo introduzida por Breiman (2001), que
utiliza um conjunto de arvores de decisdo e vetores aleatorios independentes. O conjunto de
amostras de treinamento original é dividido em subconjuntos que geram arvores de decisdo
descorrelacionadas. Tal “floresta” de rvores gera uma classificacdo final, cuja saida ¢ determinada
pela maioria dos votos vencedores das arvores (Gislason et al., 2006). A técnica possui a
capacidade de lidar com variaveis explicativas fracas e também com dados de entrada de elevadas
dimensGes, 0 que tornou o metodo atraente para a classificagdo de imagens hiperespectrais
(Walton, 2008).

No presente artigo, 0 método gerou dez arvores de decisdo para todas as quatro analises, dados
WV-2 nos dois niveis de detalhamento e dados SpecTIR nos dois niveis de detalhamento. Assim,
40 arvores foram geradas no WEKA 3.7 e implementadas no eCognition 8.7, gerando 40
classificagbes. Foi necessario exportar todas as classificagdes no formato shapefile para que,
utilizando a informagdo do nome da classe de cada segmento, um programa em Visual Basic
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pudesse ser implementado para realizar a contagem de votos (voting), e apds a comparagdo entre
as arvores, gerar um novo shapefile com o resultado final para cada conjunto de dados nos dois
niveis de detalhamento. Por fim, produziram-se quatro classificacdes Random Forest em
definitivo, tais classificagdes sdo apresentadas na Secao 3 (Resultados e Discussdes).

Métricas de avaliacdo da qualidade das classificagdes foram aplicadas a cada uma das oito
classificacbes finais. Para cada classificacdo, foi gerado um conjunto individual de pontos
aleatorios. Com base nas consideragdes de Congalton e Green (2009), para as classificacdes do
Nivel 1, com 11 classes, 0 objetivo era ter 50 pontos aleatdrios sobre a area de cada classe para
entdo realizar a validagdo do resultado. J& para as classificacdes do Nivel 2, com 38 classes, 0
objetivo era ter 75 pontos aleatdrios sobre a area de cada classe. Entretanto, tal objetivo néo foi
alcancado em sua totalidade, haja vista o tamanho reduzido de algumas classes, que ndo seriam
capazes de comportar esse grande nimero de pontos. Exemplos dessa limitacdo referem-se as
classes Manta Asféltica, Lona, Piscina de Vinil, Concreto Pintado de Vermelho, entre outras, que
se resumem a poucos pixels na imagem.

Quadro 1: Niveis hierarquicos de detalhamento.

NIVEL 1 NIVEL 2
Solo Exposto Solo Exposto
Piscina Pis.c iga e Azglgj o
Piscina de Vinil
Lago Lago

Sombra Sombra
Vegetacdo Rasteira Vegetacdo Rasteira
Vegetagdo Arborea Vegetagio Arbdrea

Pedra Mineira
Carvio Coque
Asfalto
Asfalto Pintado de Vermelho
Asfalto Pintado de Branco
Bloquete
Argamassa de Cimento
Argamassa de Cimento Pintada de
Vermelho
Argamassa de Cimento Pintada de
Verde
Concreto Pintado de Amarelo
Concreto Pintado de Vermelho
Concreto
Concreto Impermeabilizado
Vidro Aramado
Fibra de Vidro
Pastilha Esmaltada
Fibrocimento CRFS
Fibrocimento com Amianto
Policarbonato
Acrilico
Plastico
Lona
Manta Asféltica Aluminizada
Aco Galvanizado Brilhante
Aco Galvanizado com Ferrugem
Aco Galvanizado Fosco
Galvalume Tipo A
Galvalume Tipo B
Galvalume Tipo C
Cerdmica Iluminada
Ceramica Escura

Pavimentacdo Nao -Viaria

Pavimentacgdo Vidria

Materiais Mistos
CLASSES (Pavimentagdo e
Cobertura)

e Coberturas Diversas

Coberturas Metélicas

Coberturas Ceramicas

O cruzamento espacial da localizagdo dos pontos aleatorios com o nome da classe correspondente
no dado de referéncia (obtido com o auxilio de fotointérpretes especialistas, com base na
informacdo adquirida em visitas de campo ao Campus da Unicamp), e nas classificacdes

Bol. Ciénc. Geod., sec. Artigos, Curitiba, v. 23, n22, p.371 - 388, abr - jun, 2017.



Lacerda, C.S.A.. et al 379

realizadas, foi realizado no software QGIS 2.8.3. Assim, para cada classificacdo foi criado um
arquivo de pontos aleatorios, no formato shapefile, com uma coluna da tabela de atributos
associada ao nome da classe daquele ponto na referéncia e outra coluna associada ao nome da
classe daquele ponto na classificacdo. Por meio dos dados presentes nas tabelas de atributos, foram
calculadas as matrizes de confusdo, a exatidao global, o indice Kappa e os erros de acurécia do
produtor e consumidor para cada classificacdo. Por fim, foi realizado o teste de hipdtese Z
(Congalton; Green, 2009), com nivel de significancia de 5% (intervalo de confianca de 95%), para
verificar a significancia estatistica das diferencas de acuracia entre as classificacdes. As
classificacbes foram confrontadas da seguinte maneira: para ambos 0s niveis de detalhamento,
analisou-se a diferenca de desempenho entre os conjuntos de dados WV-2 e SpecTIR e a diferenca
de desempenho entre os métodos C4.5 e Random Forest.

3. Resultados e Discussao

As quatro classificacGes resultantes para o nivel de legenda 1 sdo apresentadas na Figura 2, e a
Figura 3 apresenta a legenda para as 11 classes de cobertura do solo urbano para as classificacfes
deste nivel de detalhamento. As Tabelas 1 e 2 apresentam as avaliacdes de qualidade das
classificacbes do Nivel de Legenda 1. A Figura 4 apresenta as classificagdes para o Nivel de
Legenda 2, e na Figura 5, a legenda de classes para este nivel de detalhamento. As Tabelas 3 e 4
apresentam as avalia¢fes de qualidade das classificagdes do Nivel de Legenda 2.

Tabela 1: Avaliacdo da qualidade da classificacdo dos dados WV-2 com o método C4.5 e com 0
método Random Forest, para o Nivel de Legenda 1.

Meétodo C4.5 Meétodo Random Forest
Exatidiao Global 85,57%
Kappa 0,8333
Avaliacdo da Exatiddo das Exatididodo Exatidio do Exatidao do Exatidao do
Classes Produtor Consumidor Produtor Consumidor
Cerimica K
Coberturas Metalicas 0,7582 0.9583 0,8046 0,7368
Materiais Mistos e & 2
Colertaras Divorsas 0.8582 0.6250 0,7483 0,5000
Lago 1,0000 0.9402 1,0000 09216
Pavimentacao Nao-Viaria 0,9556 0.9556 0,9412 0,9275
Pavimentacao Viaria 0.8535 0,8024 0,7031 0,7759
Piscina 0,9706 1.0000 1,0000 1,0000
Solo Exposto 0.8378 0.9394 0.8571 0.8824
Sombra 0,8279 0.9319 0.7782 0.,9224
Vegetacdao Arbérea 0.8669 0.9060 0,7800 0,8228
Vegetacdo Rasteira 0.8021 0.8453 0,7739 0,8523
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Tabela 2: Avaliacdo da qualidade da classificagdo dos dados SpecTIR com o método C4.5e 0

método Random Forest, para o Nivel de Legenda 1.
Meétodo C4.5 Meétodo Random Forest

Exatidio Global 87,26%
Kappa 0,8524
Avaliacdo da Exatidao das Exatidao do Exatidao do Exatidio do Exatidao do
Classes Produtor Consumidor Produtor Consumidor
Cerimica 1,0000 0.9667 1,0000
Coberturas Metalicas 0.8547 1,0000 0,9000 1,0000
Materiais Mistos e g
Coberturas Diversas 0,9655 0,6614 0,9821 0.6011
Lago 1,0000 1.0000 1,0000 1,0000
Pavimentacdo Nio-Viaria 0.,9643 1,0000 0,7941 1,0000
Pavimentacdo Viaria 0.8500 0.8395 0.8804 0.8438
Piscina 1.0000 0,9667 0,9655 1,0000
Solo Exposto 0,8261 0.8261 0.9268 0.9744
Sombra 0,6748 0,9929 0.8785 0.9938
Vegetacio Arbérea 0,8973 0,7721 0.9397 09167
Vegetacdo Rasteira 0,9242 0,9155 0,7439 0.9760
CLASSIFICAGAO WV-2 COM 4.5 CLASSIFICAGAO WV-2 COM RF

7475501.000 7475501.000

7475001.000

7475001.000

7474501.000 7474501.000

100 0 100 200 300 400m
Projegdo UTM
Fuso 23/Zona K
Datum Horizontal WGS84

1000100 200 300 _400m
Projegéo UTM
Fuso 23/Zona K
Datum Horizontal WGS84

287500.000 288000.000 287500.000 288000000
(a) j(b)
I
CLASSIFICAGAO SPECTIR COM 4.5 CLASSIFICAGAO SPECTIR COM RF

7475501.000 7475501.000

7475001.000

7475001.000

7474501.000 7474501.000

1000100 200 300 _400m
Projegao UTM
Fuso 23/Zona K Fuso 23/Zona K

Datum Horizontal WGS84 Datum Horizontal WGS84

287500.000 288000.000 (d) 287500.000 288000.000

100 0 100 200 300 400m
——— —

Projecdo UTM

(c)

Figura 2: ClassificacOes para o nivel detalhamento 1. Imagem WV-2 com o método C4.5 (a),
imagem WV-2 com o método Random Forest (b), imagem SpecTIR com o0 método C4.5 (c) e
imagem SpecTIR com o método Random Forest (d).
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Legenda
I Ceramica Pavimentacdo Nao-Vidria Il Sombra
I Materiais Mistos e Coberturas Diversas Il Pavimentacio Viaria Il Vegetacio Arborea
Coberturas Metalicas B Piscna Il Vegetacio Rasteira
I Lago Il Solo Exposto

Figura 3: Legenda para as classificacGes do Nivel de Legenda 1.

CLASSIFICACAO WV-2 COM 4.5 CLASSIFICACAO WV-2 COM RF

100 0 100 200 300 400m
———
Projegao UTM
Fuso 23/Zona K
Datum Horizontal WGS84

7475501.000 7475501.000

7475001.000

7475001.000

7474501.000 7474501.000

1000 100 200 300 400m
- — e—
Projegao UTM

Fuso 23/Zona K
Datum Horizontal WGS84

(a)

287500.000 288000.000 (b) 287500.000 288000.000

CLASSIFICAGAO SPECTIR COM 4.5 CLASSIFICAGAO SPECTIR COM RF

1000 100 200 300 400m
S — M—
Projegdo UTM
Fuso 23/Zona K
Datum Horizontal WGS84 Datum Horizontal WGS84

7475501.000 7475501.000

7475001.000

'7475001.000

7474501.000 7474501.000

100 0 100 200 300 400m
——— ——
Projecdao UTM
Fuso 23/Zona K

(c)

287500.000 288000.000

287500.000 288000.000

(d)

Figura 4: ClassificacOes para o nivel detalhamento 2. Imagem WV-2 com o método C4.5 (a),
imagem WV-2 com o método Random Forest (b), imagem SpecTIR com 0 método C4.5 (c) e

imagem SpecTIR com o método Random Forest (d).
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I Aco Galvanizado Fosco
I Aco Galvanizado Brilhante
I Aco Galvanizado Ferrugem
Il Acrilico
I Fibrocimento com Amianto
Asfalto
Asfalto Pintado Branco
Il Asfalto Pintado Vermelho
Bloquete

Legenda

I Carvdo Coque

B Ceramica Escura
Ceramica Iluminada

I Cimento

I Cimento Pintado de Verde

Fibra de Vidro
Galvalume A
Galvalume B
Galvalume C

Il Cimento Pintado de Vermelho [l Lago

Il Concreto

Concreto Pintado de Amarelo
Il Concreto Pintado de Vermelho

B Lona

Concreto Impermeabilizado Il Manta Asfaltica Aluminizada

I Fibrocimento CRFS

Pastilha Esmaltada

Pedra Mineira

I Piscina de Azulejo
Piscina de Vinil
Plastico

I Policarbonato

I Solo Exposto

Il Sombra

Il Vegetacio Arbdrea

I Vegetacio Rasteira

I Vidro Aramado

Figura 5: Legenda para as classificacdes do Nivel de Legenda 2.

Para cada um dos métodos, analisou-se a diferenca de desempenho entre os conjuntos de dados.
Essa mesma sequéncia de comparagGes gerou os testes de hipotese para o Nivel de Legenda 2.
Todos os testes rejeitaram as hipoteses de similaridade entre as classificacdes testadas. Assim,
provou-se, para 0 Nivel de Legenda 1, que o indice Kappa na classificacdo dos dados WV-2 com
0 método C4.5 é significantemente superior que para 0 método Random Forest.

Tabela 3: Avaliacdo da qualidade da classificacdo dos dados WV-2 com o método C4.5 e com o
método Random Forest para o Nivel de Legenda 2.

Método C4.5 Meétodo Random Forest
Exatidao Global
Kappa
R S Exatidao do Exatiddodo Exatidiodo Exatidiodo
e Produtor Consumidor Produtor Consumidor
Aco Galvanizado Brilhante

Aco Galvanizado Ferrugem 1.0000 0.8519 0.5429 0.4872
Aco Galvanizado Fosco 0,8390 0.5470 0,7404 0.5274
Acrilico 1,0000 0,2203 0,5000 0.,0877
Amianto 0,9167 0,8661 0.8450 0,7758
Asfalto 0.6779 0.8770 0.6263 0.6179
Asfalto Pintado Branco 0.5750 0.4894 0,3607 0,2857
Asfalto Pintado Vermelho 0.1667 1,0000 0.5806 0,7200
Bloquete 0,7636 0.3387 0.6667 0,2535
Carvio Coque 0.5072 0.5072 0.8824 0.9146
Ceramica Escura 0,5349 0,1756 0,7500 0,3358
Ceramica Iluminada 0,5455 1,0000 0.9091 0.9091
Cimento 0,5882 0,2273 0.5455 0.1875
Cimento Pintado de Verde 0.7007 0.8803 0,5952 0.8333
Cimento Pintado de Vermelho 0,7578 0.6424 0,5854 0,8889
Concreto 0.6848 0,8185 0,7151 0,7859
Concreto Impermeabilizado 0,7568 0.8400 0.7961 0.8723
Concreto Pintado de Amarelo 0,7619 0.8889 0,8400 0,6774
Concreto Pintado de Vermelho 0,8182 0,3750 0,6154 0,2857
CRFS 0.6875 0,2558 06364 0.1842
Fibra de Vidro 0,7976 0.6147 0.3462 0.6279
Galvalume A 0.6647 0.8779 0,6587 0,9244
Galvalume B 0.8284 1,0000 0.9034 0.9161
Galvalume C 0.8472 0.7093 0.6509 0.8261
Lago 1,0000 0.7351 0.,9904 09279
Lona 0.7895 1,0000 0,2727 0.2500
Manta Asfiltica Aluminizada 0,6905 0.6170 0.6364 0.6774
Pastilha Esmaltada 0.6154 1,0000 04194 0,9286
Pedra Mineira 0.5984 0.,9012 0.6809 0.7805
Piscina de Azulejo 0,9143 1,0000 0,9024 0,9250
Piscina de Vinil 0.8571 0,2609 0,7500 0,7500
Plastico 0,7000 0,5000 0.8276 0.8276
Policarbonato 0.7857 0.3333 04231 0,1692
Solo Exposto 0.6667 0.7667 0.4545 0.5556
Sombra 0,7465 0,9671 0,7443 0.8327
Vegetacdo Arbérea 0.8433 0,5638 0.7535 0.9081
Vegetacdo Rasteira 0.9249 0.8655 0.8293 0,7727
Vidro Aramado 0.5778 0.1503 0,7321 0.3306
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Provou-se também que o indice Kappa na classificacdo dos dados SpecTIR com o método Random
Forest é significantemente superior ao Kappa para o0 método C4.5. Os testes de hipotese para o
Nivel de Legenda 1 também mostraram que, tanto para as classificagbes com o método C4.5
quanto para aquelas com o método Random Forest, as classificaces obtidas com dados do sensor
SpecTIR apresentaram resultados significantemente superiores as das classificacGes obtidas com
dados do sensor WV-2. Para o Nivel de Legenda 2, os testes de hipotese mostraram que os indices
Kappa das classificagbes do método C4.5 foram significantemente superiores aos das
classificacOes resultantes do Random Forest para os dois conjuntos de dados (WV-2 e SpecTIR).

Para o Nivel de Legenda 2, constatou-se que as classificagdes obtidas com dados do sensor
SpecTIR apresentaram resultados significativamente superiores aos das classificacdes obtidas com
dados do sensor WV-2 para ambos 0s métodos.

Todas as classificagdes para as cenas WV-2 e SpecTIR obtiveram exatidao global superior a 70%,
ou seja, todas elas obtiveram qualidade considerada como muito boa ou excelente de acordo com
Landis e Koch (1977).

O desempenho superior do sensor SpecTIR (357 bandas), de forma geral, era esperado, haja vista
sua melhor resolucdo espectral quando comparada a do sensor WV-2 (8 bandas), isto é, uma vez
que se aumenta o nimero de bandas, aumenta-se proporcionalmente o conteido informacional
acerca do comportamento espectral dos alvos, e consequentemente, a capacidade de discriminacao
dos mesmos pelo respectivo sensor.

Em referéncia aos classificadores, 0 método C4.5 obteve desempenho superior em relacdo ao
Random Forest em trés das quatro analises comparativas. A performance comparativamente
inferior do Random Forest foi devida ao reduzido nimero de arvores utilizado no experimento.
De acordo com Hastie et al. (2009), quanto maior o nimero de arvores, maior a acuracia do
método, que tende a estabilizar em torno de 200 arvores. Os experimentos utilizaram apenas 10
arvores, pois todas elas foram implementadas manualmente né a n6 no software eCognition 8.7.
Tal implementacdo detalhada, descrita em Anjos (2016), foi realizada com o intuito de avaliar a
capacidade de separabilidade dos atributos selecionados em cada uma das arvores em todos 0s
experimentos, e desta forma, a implementacdo manual de 100 ou 200 arvores Random Forest se
tornaria inviavel.

Especificamente com relacdo aos dados SpecTIR, constatou-se que a acuracia do Nivel de Legenda
2 foi superior a do Nivel de Legenda 1 apenas para 0 método C4.5, sendo que para 0 método
Random Forest a acuracia da classificacdo com dados SpecTIR foi superior no Nivel 1. Isto pode
ser explicado pelas restri¢fes de implementacédo operacional deste método anteriormente descritas,
somadas ao fato de que a reducdo no nimero de arvores comprometeu a acuracia dos resultados
em vista do consideravel aumento do namero de classes no Nivel 2. Quanto ao método C4.5, tal
superioridade deve-se a especificidade das 38 classes do Nivel 2, as quais originaram segmentos
puros de classes de materiais que se encontram agrupadas em uma Unica classe no Nivel 1,
resultando em maior homogeneidade interna dos segmentos. Como exemplo, pode-se citar a classe
Materiais Mistos e Coberturas Diversas do Nivel 1, que é subdividida em 17 classes no Nivel 2
(conforme Quadro 1), fato que proporciona a separabilidade de materiais extremamente diferentes,
como, por exemplo: Acrilico, Cimento Amianto e Concreto Pintado de Vermelho, os quais
integram uma mesma classe no Nivel 1.
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Tabela 4: Avaliagdo da qualidade da classificacdo dos dados SpecTIR com o método C4.5 e
com o metodo Random Forest, para o Nivel de Legenda 2.

Meétodo C4.5 Meétodo Random Forest
Exatidao Global 90,83%
Kappa 0,8988
Avaliacdo da Exatidio das Exatiddo do Exatidao do Exatidao do Exatidao do
Classes Produtor Consumidor Produtor Consumidor
Aco Galvanizado Brilhante 0,9362 0.9072 0.7183 0.6892
Aco Galvanizado Ferrugem 0.7500 1.0000 0.6154 0,3380
Aco Galvanizado Fosco 0,5841 1.0000 0,7130 0,7938
Acrilico 0.4286 0.7500 0.8750 0,0722
Amianto 0.9065 0.9700 0,8247 0,7431
Asfalto 0.5746 0.8496 0,7405 0,7698
Asfalto Pintado Branco 0.5091 0.3636 0.5556 0.5882
Asfalto Pintado Vermelho 0.8696 0.5263 0,7143 0.3846
Bloquete 0.8784 0.8333 0,5375 0,7679
Carvio Coque 0.9091 0.8537 0.8529 0.8657
Ceramica Escura 0.6316 0.2791 0.5652 0.5417
Ceramica Iluminada 0.3750 0.5455 0.8824 0,6522
Cimento 0.8750 0.8235 0.7857 0.3438
Cimento Pintado de Verde 0.9724 0.8198 0.7554 0,9052
Cimento Pintado de Vermelho 0.9787 0.7667 0.9813 0.7095
Concreto 0.8381 0.9367 0.8778 0.7874
Concreto Impermeabilizado 1.0000 0.8571 0.8081 0.8163
Concreto Pintado de Amarelo 0.7000 0.9130 0,7308 0.9500
Concreto Pintado de Vermelho 1.0000 1.0000 1.0000 0.8571
CRFS 0.8889 1.0000 0.3148 0.9444
Fibra de Vidro 1,0000 0.9231 0,8462 0.8021
Galvalume A 0.8469 0.,9833 0.5489 0.9099
Galvalume B 1.0000 0.8606 0.9726 0.7320
Galvalume C 0.8551 1.0000 0,7368 0,8400
Lago 1,0000 0.8848 0.9571 0.9710
Lona 0.6667 1.0000 0.8333 0.8333
Manta Asfiltica Aluminizada 0,7778 0.8537 0,7273 0,9412
Pastilha Esmaltada 0.7500 0.4615 0.8125 0.8667
Pedra Mineira 0.7634 1.0000 0.6883 0,6709
Piscina de Azulejo 0,9535 1.0000 0,9000 1.0000
Piscina de Vinil 1,0000 1.0000 0.7368 0.3415
Plastico 0.8101 0.9412 0.8642 0,8333
Policarbonato 0,3000 0,0472 0.9643 0.6585
Solo Exposto 0.6905 0.8286 0.6885 0.4565
Sombra 0.8352 0.,9939 0,5000 0.9776
Vegetacdao Arbérea 0.9697 0.9761 0.9043 0.6167
Vegetacao Rasteira 0.9671 0.9808 0.7598 0.8935
Vidro Aramado 0.7500 0.9231 0.9200 0.6765

Todas as classificacdes em ambos os niveis de legenda apresentaram exatiddao global superior a
70%,; entretanto, quando se realiza uma analise detalhada dos resultados, percebe-se que algumas
das classes apresentaram resultados inferiores a outras classes. Para as classificacdes do Nivel de
Legenda 1, a classe de pior desempenho, de acordo com as Tabelas 1 e 2, € a classe Materiais
Mistos e Coberturas Diversas. Isto é justificado pela grande diversidade de materiais presentes no
ambiente urbano que comp&em esta classe. Para as classificacbes do Nivel de Legenda 2, as classes
de pior desempenho, de acordo com as Tabelas 3 e 4, sdo aquelas que apresentam as menores areas
no terreno e comportamento espectral ndo particularizado (i.e., com confusdo em relacdo a outras
classes), como Acrilico, Ceramica lluminada, Ceramica Escura e Policarbonato. Neste caso, a
selecdo de amostras para treinamento das mesmas fica limitada face ao reduzido nimero de
segmentos passiveis de serem coletados, e da mesma forma, a selecdo de pontos amostrais
aleatdrios para sua validacéo torna-se comprometida.

Por fim, constata-se que as classificages do Nivel de Legenda 1 ndo apresentam novidades ao
estado da arte, haja vista a existéncia de trabalhos semelhantes na literatura, como os de Pinho et
al. (2012), com 11 classes de cobertura do solo urbano e indice de concordancia Kappa de 0,87;
Ghamisi et al. (2015), com nove classes e Kappa de 0,98; Eslami e Mohammadzadeh (2016), com
sete classes e Kappa de 0,90, entre outros. J& as classificacdes do Nivel de Legenda 2 chegam a
um grau de detalhamento ainda ndo reportado na literatura de sensoriamento remoto, sendo que
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dentre os trabalhos ja publicados com elevado nimero de classes de cobertura do solo urbano, o
numero maximo de classes reportado até o0 momento diz respeito ao trabalho de Franke et al.
(2009), com 20 classes e exatiddo global de 97,2%, realizado por classificagdo pixel a pixel. Outros
trabalhos recentes, porém com nudmero inferior de classes, referem-se a Taherzadeh e Shafri
(2011), com 14 classes e Kappa de 0,88; Longbotham et al. (2012), com 15 classes e Kappa
variando de 0,74 a 0,94; Khodadadzadeh et al. (2014; 2015), com 16 e 15 classes, respectivamente,
com exatiddes globais oscilando de 72,9% a 92,5% em ambos os trabalhos.

Como recomendacdes para trabalhos futuros, citam-se: i) a avaliagdo de novos métodos de
classificacdo, como, por exemplo, o classificador Maquina de Vetor de Suporte (Support Vector
Machine - SVM); ii) a aplicacdo de rotinas de pré-selecdo de atributos, a fim de se testar a
similaridade entre classificagdes com o conjunto de dados completo e classificagdes com o
conjunto reduzido; iii) a simulacdo dos dados WV-2 por meio dos dados SpecTIR, para testar o
desempenho das imagens em uma mesma geometria de aquisicdo e iluminacgéo; e iv) a criagdo de
um terceiro conjunto de dados, formado conjuntamente por imagens WV-2 e SpecTIR, a fim de
avaliar se um conjunto de dados hibrido é capaz de obter melhores resultados do que o conjunto
hiperespectral isoladamente.

4. Conclusodes

Todas as classificacdes apresentaram exatidao global e indice Kappa superiores a 0,70. O teste de
similaridade Z comprovou que nenhuma das classificacGes pode ser considerada similar em termos
de acurécia dos resultados. Para o Nivel de Legenda 1, contendo 11 classes de cobertura do solo
urbano, € possivel destacar que todo o conjunto de dados SpecTIR foi significantemente superior
ao conjunto WorldView-2. Assim, para esse nivel de detalhamento, pode-se afirmar que a
classificacdo dos dados provenientes do sensor SpecTIR com o método Random Forest provou ser
a que mais se aproximou do dado de referéncia.

Ja para o Nivel de Legenda 2, com 38 classes de cobertura do solo urbano, cabe realcar que o
método C4.5 apresentou resultados significantemente melhores do que o método Random Forest,
e que o os resultados obtidos com o conjunto de dados SpecTIR foi significantemente superior aos
resultados obtidos pelo conjunto de dados WV-2. Isto permite evidenciar a classificagdo dos dados
SpecTIR com o método C4.5 como sendo aquela que mais se aproximou do dado de referéncia,
atingindo uma exatiddo global superior a 90%, 0 que demonstra ser um resultado surpreendente
em vista do elevado nivel de detalhamento da legenda de classes.

Cabe salientar, enfim, que a discriminagdo detalhada de materiais de cobertura do solo urbano, os
quais compreendem materiais de pavimentacao viaria e ndo-viaria, vegetacdo, corpos d"agua, solo
exposto e materiais de recobrimento de edificagdes (lajes, telhados, coberturas em geral,
parapeitos, brises etc.), pode ser util para fins de: (i) estimativas de reflectancia desses materiais
de superficie e da consequente determinacéo de sua contribuicao para com o fendmeno de ilhas de
calor urbanas, além de sua interferéncia no microclima urbano (ii) diferenciacdo entre coberturas
vas e permanentes, bem como deteccdo de piscinas irregularmente construidas para fins de
tributacdo imobiliaria urbana, (iii) identificacdo de materiais com compostos agressivos a saude
e/ou suposta ou reconhecidamente cancerigenos e da avaliagdo da sua relagdo com a incidéncia de
patologias, entre outras finalidades investigativas e fiscalizatorias.

Pode-se, portanto, argumentar em prol de um numero cada vez mais elevado de classes de
cobertura, como as 38 classes de cobertura do solo urbano empregadas neste trabalho, a despeito
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do posicionamento em contrario observado atualmente em meio & comunidade cientifica. E mister
refletir que, se o sensoriamento remoto evoluiu com o passar dos anos, possibilitando a utilizacao
de imagens de resolucdo espacial submétrica e hiperespectrais, 0s métodos e as anélises para a
exploracdo de tais dados devem da mesma forma concomitantemente evoluir. Espera-se que o
progressivo avango dos sensores remotos nos motive a buscar resultados mais refinados a cada
nova analise. Neste sentido, o presente trabalho avangou no estado da arte por trabalhar em um
nivel de detalhamento particularizado do ambiente urbano, ndo reportado até o0 momento na
literatura indexada. Novos métodos de classificacdo e mineracdo de dados poderdo ser testados,
assim como novos métodos da avaliacdo da qualidade, visto que dados hiperespectrais se
enguadram em um amplo e novo campo do conhecimento denominado “big data” (Lohr, 2012;
Cervone et al., 2013), o qual certamente ird nos impor crescentes desafios, a0 mesmo tempo em
que descortinard uma multiplicidade de novas oportunidades de investigacao cientifica.
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