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Resumo: Neste trabalho analisa-se o comportamento de
burstingem sinais neuronais. Os sinais neuronais são prove-
nientes da solução do modelo FitzHugh-Nagumo, o qual de-
screve a excitação e a propagação das propriedades eletro-
químicas que percorrem a membrana do axônio. Para iden-
tificar os padrões deburstings, são usadas duas metodolo-
gias. A primeira, explora as propriedades estatísticas da série
temporal para caracterizar padrões pré-definidos, através do
Casamento de Padrões. A segunda metodologia busca por
padrões desconhecidos ao longo da série. Essa técnica aplica
uma “janela móvel” ao longo da série e são extraídas sub-
seqüências, que são convertidas em símbolos. A partir das
subseqüências de símbolos, constrói-se uma matriz de dis-
tâncias. Executando a análise desta matriz de distâncias, são
encontrados os padrões que se repetem ao longo da série.
Ambas as metodologias apresentam resultados interessantes.

Palavras Chaves:Modelo FitzHugh-Nagumo, Reconheci-
mento de Padrões, Casamento de Padrões.

1. INTRODUÇÃO

Muitos fenômenos naturais podem ser descritos com base
em mecanismos não lineares de reação-difusão (RD), entre
os quais se destacam o disparo dos neurônios no cérebro, o
rítmo cardíaco e a organização celular [1–3]. Nessa classe de
sistemas de reação-difusão se encaixa o modelo FitzHugh-
Nagumo [4, 5], o qual captura características chaves de
muitos processos biológicos. Em particular, este modelo
simula o comportamento do potencial de ação ouspikeque
é essencial para a vida animal, pois este comportamento está
associado ao rápido transporte das informações entre e den-
tro dos tecidos. Basicamente, um potencial de ação é uma
onda de descarga eletroquímica que percorre a membrana de
uma célula, que é o mecanismo básico usado pelo sistema
nervoso para comunicação entre os neurônios.

No sistema nervoso existe um tipo comum de desordem
conhecida por epilepsia. A epilepsia é caracterizada por
crises recorrentes, que são desencadeadas por distúrbios tem-
porários das funções do cérebro, e podem durar de segun-
dos a minutos. As crises são resultantes de súbitas descar-

gas paroxísticas, excessivas e em padrões rítmicos organiza-
dos (sincrônicos) de uma população de neurônios no cóntex
cerebral [6]. Estes padrões geralmente iniciam e terminam
espontaneamente, sem intervenção externa. Esta inicializa-
ção e terminação aparentemente abrupta das crises epilép-
ticas reflete em propriedades intrínsecas do cérebro epilép-
tico, uma vez que as atividades deburstingestão diretamente
relacionadas às crises epilépticas.Burstingé uma forma ráp-
ida de disparos que ocorre nos neurônios. Tais disparos po-
dem estar agrupados em dois ou mais potenciais de ação, ver
Figura 1. Em alguns pacientes, os fatores desencadeantes
das crises podem ser luzes piscantes, certos tipos de ruídos,
leitura prolongada, privação de sono, fadiga, uso de álcool,
hipoglicemia, etc.

Neste trabalho é realizado um estudo sobre a influência de
um estímulo periódico sobre um neurônio, principalmente a
caracterização desta excitação sobre a dinâmica dosburst-
ingsno modelo de FitzHugh-Nagumo. O estímulo periódico
simula uma luz piscante, que pode ser o fator que desen-
cadeia uma crise. Para a caracterização destas atividades
serão necessárias técnicas de reconhecimento de padrões que
possam identificar osburstings.

As técnicas de Reconhecimento de Padrões possuem apli-
cações na análise exploratória de base de dados, monitora-
mento e diagnóstico de sistemas críticos, classificação de
séries temporais, e também na descoberta não supervision-
ada de padrões recorrentes [7–9]. Para resolver o problema
de encontrar padrões em séries temporais, pode-se essencial-
mente optar por duas abordagens. Na primeira, os méto-
dos usam padrões pré-definidos como moldes e fazem uma
busca por tais padrões ao longo da série, como é o caso dos
métodos: Casamento de Padrões (Template Matching) [10–
12], que será usado neste trabalho, Alinhamento Temporal
Dinâmico (Dynamic Time Warping) [13], Modelos Escondi-
dos de Markov (Hidden Markov Models) [10], wavelets [14]
e Redes Neurais Artificiais [15]. Na segunda abordagem,
não é necessária a identificação prévia de um molde, pois
os métodos buscam por similaridades que ocorrem ao longo
da série temporal. Um exemplo de aplicação é a descoberta
de certos padrões em seqüências biológicas que assumem
um papel importante na identificação de doenças genéticas,



e em decifrar mecanismos biológicos [16, 17]. A investi-
gação deste tipo de abordadem vem gerando diversos trabal-
hos sobre o assunto, dos quais pode-se citar [18, 19]. Entre
os métodos existentes, destacam-se os Modelos de Mistura
[7], Mapas Auto-Organizáveis (self-organizing map, SOM)
[15] e o algoritmo EMMA (Enumeration of Motifs through
Matrix Approximation) [18].

2. MODELO NEURONAL

Desde os primórdios, o ser humano busca o entendimento
do funcionamento do sistema nervoso, tendo descoberto a
natureza elétrica dos sinais nervosos e que o cérebro é consti-
tuído por bilhões de células, os neurônios, que se comunicam
através das sinápses.

Neurônio é a célula do sistema nervoso responsável pela
condução do impulso nervoso. Também pode ser consider-
ado a unidade básica da estrutura do cérebro e do sistema
nervoso. Os modelos de neurônio procuram caracterizar
o neurônio através de sistemas de equações diferenciais e
parâmetros que representam as propriedades biológicas pre-
sentes no neurônio real, como por exemplo, a concentração
de íons, difusão de neurotransmissores, etc. [20]. Os pio-
neiros foram Hodgkin e Huxley, que propuseram um modelo
fenomenológico composto por quatro equações diferenciais
para explicar os eventos observados durante a ocorrência de
um potencial de ação no axônio gigante da lula [21].

Em 1961, FitzHugh e Nagumo propuseram um mode-
lo simplificado, que reproduz os principais resultados das
equações de Hodgkin-Huxley. Este modelo isola conceitual-
mente as propriedades matemáticas essenciais de excitação e
propagação das propriedades eletroquímicas do fluxo de íons
de potássio e sódio na membrana do axônio [4, 5]. O sistema
de equações é dado por:

V̇ = k(4V − V 3 −W ); (1)

Ẇ = (V − b(t)W − c)/k; (2)

ondea, c, k = 2.4 são parâmetros,V representa o poten-
cial da membrana eW a variável de restauração. A fim de
investigar a influência de fotoestímulos sobre os neurônios,
neste trabalho será considerado uma perturbação periódica,
b(t) = a sen(ωt), sobre o modelo neuronal, que se refletirá
na dinâmica rápida e lenta do modelo [22].

O comportamento temporal do potencial de ação é
ilustrado na Figura 1, onde podem ser vistos o comporta-
mento deburstingque é uma transição recorrente entre um
estado tranqüilo e um estado de repetida excitação. O es-
paço de fase do modelo Fitzhugh-Nagumo na Figura 2 que
descreve a trajetória no plano x-y para uma determinada
condição inicial, e em vermelho são mostradas as curvas
quandoV̇ = 0 e Ẇ = 0, onde o sinal deV̇ e Ẇ passa
por zero.

3. METODOLOGIAS

A identificação dos diferentes padrões nas séries prove-
nientes da solução do modelo de FitzHugh-Nagumo será re-
alizada por meio de duas metodologias: O Casamento de

Figure 1 – Comportamento do modelo Fitzhugh-Nagumo ao
longo do tempo. (a)burstingcom dois pulsos, (b)burstingcom 3
pulsos, e (c)burstingcom 3, 2 e 1 puslos.
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Figure 2 – Espaço de fase do modelo Fitzhugh-Nagumo.

Padrões implementado de forma supervisionada e uma Téc-
nica não Supervisionada Baseada em Representação Sim-
bólica para encontrar o padrões de interesse.

3.1. Casamento de Padrões

A abordagem por casamento de padrões outemplate
matchingé geralmente usada em casos bi-dimensionais de
reconhecimento de padrões. Basicamente, esta técnica usa
uma máscara de convolução feita para uma característica es-
pecífica da imagem a ser analisada [23]. Em séries tempo-
rais, a aplicação é semelhante: neste caso usa-se a técnica
para encontrar subseqüências da série que sejam similares a
um padrão (template) de interesse.

Para verificar similaridade entre um padrão de referência
e um padrão de teste, é necessário uma medida de similari-
dade, que neste estudo foi usada a distância Euclidiana.

Sejar(k), k = 1, ...,W um segmento de um sinaly(t).
E sejas(k), k = 1, ...,W um padrão de referência, então a



distância,D(r , s), entrer(k) es(k) é dada por:

D(r , s) =

(
W∑
i=1

|ri − si|2
) 1

2

, (3)

sendo a distância da série estimada, segmento a segmento. W
é o tamanho do padrão de referência eτ , o passo de desloca-
mento da janela, ver Figura 3. Por exemplo, seW = 100
e τ = 5, então o segmento de sinal a ser analisado será
y(1), ..., y(100), o próximo segmento seráy(6), ..., y(106).
De uma forma geral, cada segmento de sinal será dado por:
y(n.τ + k), comn = 0, ..., N e k = 1, ...,W , onde N é o
tamanho do sinal e W é o tamanho da janela. Note que o
tamanho da janela será igual ao tamanho do padrão de re-
ferência. O desempenho do casamento é baseado na distân-
cia mínima. Se a distância mínima é menor que um limiar
(ξ), então a série temporal possui o padrão representado pelo
padrão de referência. O limiar é escolhido heuristicamente,
neste caso o limiar seráξ = 20. O deslocamento da janela
foi de passo unitário, ou sejaτ = 1, com esta escolha garan-
timos maior a representatividade do sinal.

Figure 3 – Ilustração de um segmento de sinal, sendo W é o
tamanho da janela eτ o passo de deslocamento da janela.

3.2. Técnica Baseada em Representação Simbólica

Muitas das pesquisas experimentais tem por base a obser-
vação de eventos ao longo do tempo, que podem representar
fenômenos naturais de interesse. Isso pode gerar séries muito
longas, muitas vezes com bilhões de observações. Porém,
nem sempre há interesse em propriedades globais das séries
temporais, mas sim em subseções destas séries, as quais são
chamadas de subseqüência [24].

A técnica que será apresentada, faz uso de representação
simbólica para tais séries temporais, permitindo a redução
na dimensionalidade, de modo a encontrar padrões que se
repetem ao logo da mesma.

A representação simbólica é obtida a partir do SAX (Sym-
bolic Aggregate Approximation) apresentada por [25]. O

SAX permite que uma série de tamanho arbitrárion seja con-
vertida em uma seqüência de símbolos de tamanhom, onde
m < n, e o tamanho do alfabeto é um inteiroα, ondeα > 2.
Esta conversão se dá em duas etapas: A primeira etapa é re-
duzir a dimensionalidade da série original e a segunda é a
discretização, que produz símbolos equiprováveis.

Os dados são transformados por uma aproximação que
agrega segmentos, conhecida por PAA (Piecewise Aggregate
Approximation), reduzindo a dimensionalidade da série tem-
poral [26]. Seja uma série temporalC = c1, ..., cn, que pode
ser representada em um espaçom−dimensional por um vetor
C̄ = c̄1, ..., c̄m.

O i-ésimo elemento dēC é calculado pela seguinte
equação:

c̄i =
m

n

n
m i∑

j= n
m (i−1)+1

cj (4)

De forma simples, para reduzir séries temporias den para
mdimensões, cada série é dividida emmpartes de tamanhos
iguais. O valor médio de cada ponto da série que cai den-
tro de uma destas partes é calculado, e o vetor destes valores
torna-se a representação da série reduzida. Essa represen-
tação pode ser visualizada como uma tentativa de se aproxi-
mar a série original em uma combinação linear de “funções
caixa”, como mostrado na Figura 4. Neste caso, uma se-
qüênciaC de tamanho 128 foi reduzida para uma seqüência
C̄ = c̄1, c̄2, ..., c̄8, de 8 dimensões.

Figure 4 – Exemplo de redução de dimensão. Neste caso, uma
seqüência (em azul) de tamanho 128 foi reduzida para 8 dimen-
sões.
FONTE: Adaptada de [25, p.3].

Após o processo da redução de dimensão, aplica-se uma
transformação, com o objetivo de se obter uma representação
discreta da série reduzida. Admitindo que os dados normal-
izados possuem distribuição gaussiana, pode-se determinar
os “pontos de quebra” que geramα áreas iguais abaixo da
curva gaussiana.

Os pontos de quebra são uma lista ordenada de números
B = β1, ..., βα−1 tal que a área abaixo da curva gaussiana
comN(0, 1) deβi àβi+1 é igual a1

α . Estes pontos de quebra
podem ser determinados com base em uma tabela estatística.



Na Figua 5, são ilustrados os valores dos pontos de quebra
que dividem uma distribuição gaussiana em um número ar-
bitrário, α, de regiões equiprováveis, ondeα pode assumir
valores de 3 à 10.

Figure 5 – Tabela contendo os pontos de quebra paraα de 3 a
10.
FONTE: Adaptada de [25, p.4].

A partir dos pontos de quebra, a série reduzida é dis-
cretizada da seguinte forma: Todos os coeficientes de PAA
que estão abaixo do menor ponto de quebra são mapeados
para o símbolo “a”; todos os coeficientes maiores ou iguais
do que o menor ponto de quebra e menores do que o segundo
menor ponto de quebra são mapeados pelo símbolo “b” e as-
sim por diante. A Figura 6 ilustra este procedimento. De
acordo com esta descrição, é então introduzido a represen-
tação simbólica SAX.

Figure 6 – Usando os pontos de quebra para mapear os coefi-
cientes PAA em símbolos. Neste exemplo,n = 128, m = 8 e
α = 3, a série foi mapeada parabaabccbc.
FONTE: Adaptada de [25, p.4].

Obtida a representação simbólica da série é necessário
definir-se uma medida de distância entre símbolos. Sejam
duas palavras,̂Q = q̂1, ..., q̂m e Ĉ = ĉ1, ..., ĉm, define-se
uma função distânciaDs como:

Ds(Q̂, Ĉ) ≡ 1
n

√√√√ m∑
i=1

(dist(q̂i, ĉi)), (5)

onde a funçãodist retorna a distância obtida a partir de uma
tabela de distâncias entre os símbolos do alfabeto. Cada
célula,celr,c, da tabela de distâncias pode ser calculado pela

seguinte expressão:

celr,c =
{

0, se r = c
|r − c| , caso contrario

(6)

Para um determinado alfabetoα, o cálculo da tabela se faz
uma única vez. A Figura 7 mostra um exemplo de tabela de
distâncias paraα = 3, onde a distância entre dois símbolos
pode ser obtida examinando a correspondente linha e coluna,
por exemplo,dist(a, a) = 0 edist(a, c) = 2.

Figure 7 – Tabela usada pela funçãoDs.

De forma geral, a técnica utiliza uma janela móvel para
extrair subseqüências e converter estas em seqüências de
símbolos, que é realizado com o axílio do SAX. Logo após é
calculada a distância entre todas as subseqüências obtendo-
se uma matriz de distância. A partir das distâncias mínimas,
são identificados os padrões que se repetem com maior fre-
qüência ao longo da série.

4. RESULATADOS

As duas metodologias foram aplicadas a três séries com
diferentes características, as quais podem ser vistas na Figura
8. Estas foram obtidas da solução do modelo FitzHugh-
Nagumo, e contêm padrões bem definidos, bons para testar
as metodologias. Na Figura 8(a) tem-se a variação do poten-
cial de ação ao longo do tempo com padrões repetidos de um
pulso. Em (b) são observados seqüências deburstingcom
quatro pulsos e em (c) mostra-se uma série mista contendo
burstingcom um, dois e três puslos.

No casamento de padrões são necessários padrões de
referência (templates), que foram extraídos da solução da
Equação 1, dos quais foram escolhidos padrões debursting
com 01 pulso, 02 pulsos, 03 pulsos e 04 pulsos, ilustrados na
Figura 9.

O casamento de padrões é realizado num sinaly(t) para
os quatro padrões de referência, gerando quatro vetores de
distância (D) referentes a cada molde apresentado. O mínimo
entre estes vetores indica os padrões similares. Por exemplo,
se o mínimo for proveniente do padrãos1, isto significa que
este padrão (s1) foi encontrado ao longo da série analisada,
e assim por diante.

Na Figura 10(a) podemos observar a ocorrência de 11
padrõess1 ao longo da série. Em (b) são ilustrados os quatro
vetores de distância referentes a cada molde apresentado, em
azul aD para o padrãos1, em verde aD para o padrãos2,
em vermelho aD para o padrãos3 e em azul claro aD para o
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Figure 8 – Sinais escolhidos para testar a metodologia. (a) sinal
com 11 padrões de 1 pulso, (b) sinal com 12 padrões de 4 pulsos,
(c) sinal misto, contendo 2 padrões de 1 pulso, 5 padrões de 2
pulsos e 6 padrões de 3 pulsos.

Figure 9 – Padrões usados para o casamento. (a) um pulso (s1),
(b) dois pulsos (s2), (c) três pulsos (s3), (d) quatro pulsos (s4).

padrãos4. Observa-se que os mínimos entre as quatro séries
são referentes ao padrãos1 (em azul), portanto traçando-se
o limiar ε = 20 (linha preta em (c)) foram identificados 10
padrõess1, mostrando que a técnica encontrou quase todos
os padrõess1 contidos na série analisada, indicando um ac-
erto em torno de90%.

Na Figura 11 uma série contendo 12 padrões com seqüên-
cias debursting, com quatro pulsos, é analisada e o mín-
imo obtido direciona ao padrão de referências4, sendo que
identificou-se 11 padrõess4 indicando também um acerto de
∼ 90%.

Uma série mista, contendo diferentes padrões foi anal-
isada. Esta série contém 2 padrõess1, 5 padrõess2 e 6
padrõess3. O resultado pode ser visto na Figura 12, onde
foi possível identificar a maior parte dos padrões, exceto
o padrãos3 destacado pelo retângulo vermelho, dos quais
foram encontrados apenas 3 dos 6 padrõess3 existentes na
série. Os padrõess1 (em azul) es2 (em verde) foram iden-

Figure 10 – (a)série contendo 1 spike, (b) vetor de distâncias
do casamento entre os 4 padrões de referência, (c) mínimo das
distâncias de todos os templates.

Figure 11 – (a)série contendo 4 spikes, (b) vetor de distâncias
do casamento entre os 4 padrões de referência (c) mínimo das
distâncias de todos os moldes, a linha preta é o limiar.

tificados completamente. Devido ao maior erro na detecção
do padrãos3, obteve-se um acerto de aproximadamente77%
em toda a série.

Com base nestes testes, a metodologia mostrou-se eficaz
no reconhecimento dos padrões, e observa-se que os padrões
localizados nas extremidades (porção inicial e final de uma
série) nem sempre são identificados pela técnica. Assim, o
bom desempenho da técnica está relacionado com padrões
bem definidos nas bordas da série.

Com base nestes resultados preliminares, a caracterização
de padrões via casamento de padrões pode ser aplicada a uma
grande quantidade de sinais. Portanto, com o propósito de
investigar a resposta do modelo FitzHugh-Nagumo (Equação



Figure 12 – (a) série mista contendo 1, 2 e 3 pulsos, (b) casa-
mento de padrões para os 4 padrões.

1) sob diferentes estímulos, foram gerados diferentes sinais
através da variação dos parâmetrosa, c e ω deste modelo da
seguinte forma:

• 100 amostras variandoω ∈ [0.001, 0.5] e mantendo
fixosa = 0.2, c = 2/

√
3.

• 100 amostras variandoa ∈ [0.01, 0.5] e mantendo
fixosω = 0.04, c = 2/

√
3.

• 100 amostrasc ∈ [0.95, 1.6] e mantendo fixosω =
0.04, a = 0.2.

Sendo assim, obteve-se 300 amostras com 20000 pontos
cada. Para a análise, aplicou-se o método casamento de
padrões em todas as amostras, e então quantificou-se a ocor-
rência dos padrões de referência nesses sinais.

Na Figura 13 podem ser observados os padrões encon-
trados a partir das 100 amostras geradas com a variação do
parâmetroω. Neste caso, foram identificados 32 padrões,
dos quais 3 são referentes ao padrãos1, 14 ao padrãos2, 15
ao padrãos3 e nenhum padrãos4. Nas 100 amostras geradas
com a variação dea foram identificados 303 padrões, dos
quais 24 são referentes ao padrãos1, 81 ao padrãos2, 100
ao padrãos3 e 98 ao padrãos4, ver Figura 14. E na Figura
15 foram identificados um total de 280 padrões, dos quais 82
são referentes ao padrãos1, 120 ao padrãos2, 70 ao padrão
s3 e 3 ao padrãos4, das 100 amostras obtidas da variação de
c.

Para a melhor compreenção da influência destes parâmet-
ros, usou-se coordenadas paralelas para visualizar estes re-
sultados. A visualização de Coordenadas Paralelas, pro-
posta por Inselberg [27], consiste em mapear um espaço n-
dimensional em uma estrutura bidimensional que utiliza n
eixos eqüidistantes denominados coordenadas. Os eixos ver-
ticais representam as dimensões dos dados e cada linha rep-
resenta um item, permitindo a visão de padrões.
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Figure 13 – Padrões encontrados no conjunto de amostras, para
a = 0.2 e c = 2/
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Figure 14 – Padrões encontrados no conjunto de amostras, para
ω = 0.04 e c = 2/

√
3

0.9 1 1.1 1.2 1.3 1.4 1.5 1.6
0

2

4

6

8

10

12

c

N
o.

 p
ad

rõ
es

s1
s2
s3
s4

Figure 15 – Padrões encontrados no conjunto de amostras, para
ω = 0.04 ea = 0.2

A Figura 16 mostra a visualização, em coordenadas par-
alelas, para o parâmetroω e as ocorrências de pulsos encon-
trados. As linhas destacadas em vermelho ilustram os val-



ores que geram comportamento excitatório no modelo. Neste
caso, o padrão de referências1está associado à ocorrência de
1 spike; s2de 2spikes, e assim por diante. Observa-se que
apenas uma pequena parte do vetor de parâmetros gera tais
padrões de referência, o que também ocorre para os parâmet-
ros a e c, como pode ser visualizado nas Figuras 17 e 18.
Comparando estes resultados, observa-se que os parâmetros
a ec têm mais influência sobre o modelo, gerando mais ativi-
dades deburstingdo que quando o parâmetroω é variado.
Note que o parâmetroω está associado a freqüência do es-
tímulo periódico, portanto isto indica que a alteração na fre-
qüência do piscar de uma lampada, por exemplo, não influên-
cia tanto quanto sua amplitude (relacionado ao parâmetroa)
para desencadear comportamentos deburstingno neurônio.

Figure 16 – Coordenadas paralelas para o parâmetroω, em ver-
melhoω = 0.0363, a = 0.2, c = 2/

√
3.

Figure 17 – Coordenadas paralelas para o parâmetroa, em ver-
melhoω = 0.04, a = 0.1733, c = 2/

√
3.

Estes resultados são interessantes, pois podem auxiliar na
escolha dos parâmetros para o modelo. Se há interesse em
determinado comportamento do modelo, a escolha pode ser
baseada nesse tipo de análise.

A técnica baseada em representação simbólica encontra
apenas os padrões, porém não os classifica. Dessa forma,
não será possível utilizar esta técnica para a análise mostrada
anteriormente, com o casamento de padrões. A seguir são
mostrados os resultados usando a técnica baseada em rep-
resentação simbólica descrita na seção anterior. Primeira-
mente, usa-se o SAX para obter a representação simbólica.
O SAX pode ser usado para converter toda a série em uma
seqüência de símbolos, ou pode-se usar uma janela móvel

Figure 18 – Coordenadas paralelas para o parâmetroc, em ver-
melhoω = 0.04, a = 0.2, c = 1.2455.

para extrair subseqüências e converter estas em seqüências
de símbolos. Para os resultados que aqui serão mostrados,
usou-se uma janela móvel e gerou-se uma matriz de dados
simbólicos,S, contendo todas as subseqüências. A distância
entre todas as subseqüências é calculada e obtém-se uma ma-
triz de distância. A partir das distâncias mínimas, são identi-
ficados os padrões que se repetem na série.

Para aplicar o SAX é necessário se determinar um alfa-
beto adequado. Foram testados diferentes valores de alfa-
beto, e escolheu-seα = 6 para todos os casos analisados. A
escolha de N é baseada em termos dos padrões de referên-
cia utilizados na metodologia anterior. A dimensão a que
a subseqüência será reduzida foi escolhida de forma intu-
itiva, tendo em vista que esta escolha não pode afetar a repre-
sentatividade (comportamento) desta seqüência ao longo do
tempo. Para todos os casos escolheu-sen = 100.

Seja a série contendo padrões repetidos de 1 pulso,
ilustrada na Figura 8(a). Para aplicar a técnica descrita, é
necessário indicar o tamanho da janela, o tamanho da dimen-
são a que será reduzida e o alfabeto. Aqui o SAX é aplicado
com N=1400, m=100 eα = 6. O valor de N foi escolhido
de modo a ser o mesmo aplicado na técnica de casamento de
padrões.

Na Figura 19 é ilustrado a redução de dimensão da
primeira subseqüência através do PAA. Então, obtém-se a
matriz de dados simbólicosSe, em seguida, calcula-se a dis-
tância entre todas as seqüências de símbolos contidas emS,
umas com as outras. Na Figura 20, pode ser visualizada a
matriz de distâncias,Ds, cujo cálculo foi efetuado entre to-
das as subseqüências de símbolos. A cor azul escura repre-
senta os menores valores, o que significa que nestas regiões
a distância entre duas subseqüências é pequena, indicando
similaridade entre elas. A seguir, escolhem-se as distâncias
menores que um determinado limiar, ilustradas na Figura
21, e estas indicam os padrões similares. Com esta análise
são encontrados diversos padrões, que ocorrem duas ou mais
vezes ao longo da série. O padrão com maior ocorrência é o
objetivo.

Os padrões que ocorrem com mais freqüência identifi-
cados pela técnica são mostrados em verde na Figura 22.
Observa-se que não foram encontrados padrões com pulsos,
como os que encontramos na técnica casamento de padrões.
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Figure 19 – (a) Ilustra a redução de dimensão da primeira sub-
seqüência obtida da série em análise, através do PAA; (b) Am-
pliação da parte destacada pelo retângulo;
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Figure 20 – Matriz de distânciasDs entre todas as subseqüên-
cias de símbolos.

Figure 21 – Distâncias menores que 0.05.

Como estamos interessados em encontrar osbursting dos
sinais neuronais, foram realizados alguns testes eliminando-
se os pontos iniciais da série, e também alterou-se o tamanho

da janela, obtendo dessa forma melhores resultados. Na
Figura 23 são destacados em vermelho os novos padrões
identificados pela técnica na série, para este casoN = 1200 e
com o descarte dos primeiros 2500 pontos. Onde observam-
se 4 padrões similiares de pulsos.

0 0.2 0.4 0.6 0.8 1 1.2 1.4 1.6 1.8 2

x 10
4

−3

−2

−1

0

1

2

3

Figure 22 – Padrões identificados pela técnica baseada em rep-
resentação simbólica.
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Figure 23 – Padrões encontrados após descartados os primeiros
2500 pontos da série eN = 1200.

Na Figura 24 são apresentados os diferentes padrões en-
contrados ao longo da série mostada na Figura 10(b), uti-
lizandoN = 1800, n = 100 e α = 6. O padrão encontrado
no gráfico (b) da Figura 24 não é de interesse, pois o que
se busca são padrões como os definidos anteriormente, ver
Figura 9(d). Parém, os padrões mostrados em (a) e (c) são
semelhanças, mas não o suficiente para a técnica encontrar
como um mesmo padrão.

Com a finalidade de melhorar os resultados, novamente
foram feitos alguns ajustes: O tamanho da janela foi reduzido
paraN = 1600; e foram descartados os primeiros 1200 pon-
tos da série. Os resultados com essas modificações são apre-
sentados na Figura 25, onde pode-se observar que a técnica
identificou 7 ocorrências de um mesmo padrão, mostrados
em verde e o retângulo identifica o tipo de padrão encon-
trado. Neste caso foram encontradosburstingde 4 pulsos.

A mesma metodologia foi aplicada para uma série mista,
mostrada na Figura 10(c) comN = 1000, n = 100 eα = 6.
Os resultados são mostrados na Figura 26, onde em (a) e (b)
foram identificados dois padrões similares e em (c) foram en-
contrados três. Observa-se que não foi possível identificar os
burstingscom 3 pulsos ou com 2 pulsos existentes ao longo
da série.

Novamente, foram feitos ajustes para melhorar a identi-
ficação dos padrões, nesse caso, aumentou-se o tamanho da
janela paraN = 1300 e foram descartados os primeiros 1000
pontos. Os resultados são apresentados na Figura 27, onde
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Figure 24 – Diferentes padrões identificados ao longo da série,
para N = 1800.
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Figure 25 – Diferentes padrões identificados paraN = 1600, e
descartando os primeiros pontos da série.
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Figure 26 – Diferentes padrões identificados ao longo da série,
para N = 1000.

observa-se a identificação de 4 ocorrências deburstingscom
2 pulsos.
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Figure 27 – Diferentes padrões identificados ao longo da série,
para N = 1300 e com o descarte dos primeiros 1000 pontos.

5. CONSIDERAÇÕES FINAIS

Neste estudo apresentou-se duas metodologias para en-
contrar padrões em séries temporais. O casamento de
padrões, aplicado de forma supervisionada mostrou-se eficaz
na identificação e classificação dos padrões. Tendo em vista
que, os padrões bem definidos nas séries, provenientes do
modelo de FitzHugh-Nagumo, podem ter auxiliado no bom
resultado desta metodologia. E a partir da análise das 300
amostras de sinais neuronais pôde-se identificar, por exem-
plo, quais os melhores parâmetros que se adequam ao com-
portamento de repetidosburstingscom 3 pulsos. Pode-se
concluir também que a alteração na freqüência do piscar de
uma lampada, por exemplo, não influência tanto quanto sua
amplitude para desencadear comportamentos deburstingno
neurônio. A técnica não supervisionada baseada em repre-
sentação simbólica encontrou boa parte dos padrões simi-
lares nas séries analisadas. Esta metodologia destaca-se na
aplicação em séries que não apresentam a primeira vista
padrões claros e repetitivos, e também nos casos em que
são necessárias análises de grandes bancos de dados, com
séries muito longas, tendo em vista que a redução de dimen-
são reduz o custo computacional. Pode-se observar que mel-
hores resultados foram obtidos com uma escolha adequada
da janela de busca (N).
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